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OZET

Biyoistatistik Temelli Bilimsel Arastirmalarda Derin Ogrenme Uygulamalari

Giliniimlizde, daha 6nce yalin bilim dallar1 olarak bilinen miihendislik bilimleri,
biyolojik bilimler ve bilisim bilimlerinin birbirleriyle etkilesimleri sonucu, yeni alt bilim
dallar1 ve galisma alanlar1 ortaya ¢ikmistir. Bu alanlardan biri de Biyoistatistik ve Tip
Bilisimidir. Tip bilisimi, bilisim teknolojilerinin tip alanlarinda kullanilmasi olarak
tanimlanabilir. Tip bilisimi, bir taraftan bilisim teknolojilerinin gelismelerinden, diger
taraftan tiptaki gelismelerden beslenmektedir. Boylelikle saglik hizmetlerindeki ¢ozumi
zor sorunlarin ¢dziimiine yardimer olmaktadir [1]. Ilerleyen yillarda, tibbi bilisimin tipta

anatomi kadar degerli olacag sdylenebilir.

Tip bilisimi basta tip ve yazilim miihendisligi olmak iizere elektronik miihendisligi,
makine miihendisligi, biyomedikal miihendisligi, biyoloji, istatistik, matematik gibi bilim

dallarindan faydalanan ¢ok disiplinli bir alandur.

Bilisim teknolojilerindeki yeni gelismeler tibbi cihazlara veya uzman sistem
yazilimlarina uygulanmaktadir. Boylece daha diisiik maliyetli, daha dogru ve hizli sonuglar
veren tibbi cihazlar iiretilmektedir. Tibbi cihaz yazilimlarinda makine 6grenmesi genis bir
yer tutmaktadir. Makine dgrenmesindeki ¢igir agan gelisimler, Grafik Islem Birimleri
(Graphical Processing Unit, GPU) kullanilarak elde edilmektedir. GPU’ lar daha cok,
biiyiikk oranda etiketlenmemis egitim verilerinden 6znitelik saptama yapabilen sistemler
olusturmak i¢in kullanilmaktadirlar. Derin 6grenme, ileri teknolojik GPU’larin kullanildig1

cok seviyeli “derin” noral aglar ile onemli derecede arastirma yapildigi bir alandir.

Bu c¢alismada, tibbi veriler iizerinde derin yapay sinir aglar1 kullanilarak,
siiflandirma islemi ger¢eklestirilmistir. Bu amag ile oncelikle derin 6grenme algoritmalari
hakkinda bilgi verilmigtir. Calismanin amaci derin 6grenme algoritmalarinin Biyoistatistik
ve Tip Bilisimi Anabilim Dalinda veri simiflandirmada yayginca kullanilan siniflandirma
algoritmalarina kars1 performansini gostermektir.

Bu tez galismasinda veri seti olarak UCI Machine Learning Repository’de (cretsiz
kullannma ag¢ik olan veri setlerinden “Pima Indians Diabet” veri seti
(https://archive.ics.uci.edu/ml/datasets/pima+indians+diabetes)kullanmistir. ~ [2].  Veri

setinde; hamilelik sayisi, glikoz konsantrasyonu, diastolik kan basinci, triseps kalinligi, iki



16

saatlik serum insiilin degeri, viicut kitle indeksi, aile yakinlik fonksiyonu, yas ve kadinin
seker hastasit olup olmadigimi belirten 8 Oznitelik ve bu 6z niteliklerin sinifin1 “seker
hastalig1 var” veya “seker hastalig1 yok™ seklinde belirten hedef nitelik olmak (izere dokuz
nitelik bulunmaktadir.

Diyabet hastaligt pankreasin viicuda yetecek kadar insiilin iiretememesi veya
viicudun {irettigi insiilini dogru bir sekilde kullanamamasi sonucu olusan kronik bir
hastaliktir. Uzun stlirede kalp damar hastaliklari, g6z hastaliklari, bobrek hastaliklar1 gibi
ciddi komplikasyonlar ortaya ¢ikarabilen diyabet, tedavi harcamalarinin yiiksekligi ve is
giicii kayb1 nedeni ile hastaya sosyoekonomik yiik getirmesinden dolayr énemli bir saglik
sorunudur [3]. Bu c¢alismada kisiye ait fiziksel Ozellikler ve kan testi verilerinin veri
madenciligi yontemleri ile kisilerin diyabet hastasi olup olmadiklarinin belirlenmesi
amaclanmistir. Yapilan ¢alismada 768 kadina ait veriler Diinya Saglik Orgiiti(WHO)
kriterlerine gore duzenlenmis, bu veriler veri seti haline getirilerek farkli siniflandirma
algoritmalar1 uygulanmis ve sonuglar kiyaslanmistir. Kiyaslama sonucunda, gelistirilen
derin yapay sinir ag1 modeli %89 duyarlilik, %82 hassasiyet ile naive bayes (%76
hassasiyet,%77 duyarlilik), K-neighbors (%80 hassasiyet,%80 duyarlilik), Lojistik
Regresyon(%80  hassasiyet,%80  duyarlilik),Karar  Agaclari(%72  hassasiyet,%72
duyarlilik), random forest (%71 hassasiyet,%72 duyarlilik), SVM (%80 hassasiyet,%80
duyarlilik) smiflandirma algoritmalarini geride birakmistir.

Anahtar Kelimeler: Derin Ogreneme, Derin Yapay Sinir Aglar
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ABSTRACT

Deep Learning Applications in Biostatistics Based Scientific Research

Today, new interdisciplinary science and research fields have emerged with the
intertwining of biological sciences, engineering sciences and informatics, which were
previously considered as singular sciences. One of these areas is Biostatistics and Medical
Informatics. Medical informatics can be generally defined as the application of information
technology in medical fields. While medical informatics, on the one hand, takes power
from the rapid development of information technologies, on the other hand, it receives
power from the developments in medicine. Thus, it helps solving the difficult problems in
health care services [1]. it can be said that medical informatics will be as valuable as the
anatomy in the following years.

Medical informatics is a multidisciplinary field taking mainly the advantage of
medical and software engineering as well as electronic engineering, mechanical
engineering, biomedical engineering, biology, statistics and mathematics.

New developments in information technologies are being applied to medical
devices or expert system software. In this way, lower costed medical devices which give
more accurate and faster results are produced. Machine learning in medical device
softwares has a large place. Breakthrough improvements in machine learning have been
achieved using the Graphical Processing Unit (GPU). GPUs are especially used to create
systems that can perform feature detection from untagged training data in large quantities.
Deep learning is a field where advanced technological GPUs are used and considerable
investment and research with multi-level "deep” neural Networks.

In this study, classification was performed using deep artificial neural networks on
medical data. For this purpose, information about deep learning algorithms is given. The
aim of the study is to show the performance against the classification algorithms
commonly used in data classification in Biostatistics and Medical Informatics Division of
deep learning algorithms.

In this thesis study, "Pima Indians Diabet" dataset
(https://archive.ics.uci.edu/ml/datasets/pima+indians+diabetes) was used as the dataset
which is free to use in UCI Machine Learning Repository. In the data set; 8 attributes

indicating the number of pregnancies, glucose concentration, diastolic blood pressure,
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triceps thickness, two hour serum insulin value, body mass index, family proximity
function, age and whether or not the woman is diabetic, and the class of these qualities as
"diabetes"” or " there is no disease "as the target attribute.

Diabetes is a chronic disease in which the pancreas can not produce enough insulin
to the body or use the body's insulin properly. Diabetes, which can cause serious
complications such as cardiovascular diseases, eye diseases and kidney diseases for a long
time, is an important health problem due to the high cost of treatment and the
socioeconomic burden on the patient due to the loss of work power [3]. In this study, the
physical characteristics of the person and data mining methods of blood test data were used
to determine whether or not people had diabetes. In the study, 768 women's data were
organized according to the World Health Organization (WHO) criteria, these data were
converted into data sets and different classification algorithms were applied and the results
were compared. As a result of the comparison, the developed artificial neural network
model was found to have %89 precission, %82 sensitivity, naive bayes (%76 precission,
%77 sensitivity), K-neighbors (%80 precission, %80 sensitivity), Logistic Regression
(%80 precission,%80 sensitivity), random forest (71% precission, 72% sensitivity), SVM
(80% precission, 80% sensitivity) classification algorithms.

Keywords: Deep Learning, Deep Neural Networks
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SIMGELER VE KISALTMALAR DiZiNi

GPU: Grafik Isleme Unitesi - Graphichs Processing Unit

CPU: Merkezi islem birimi - Central Processing Unit

DNN: Derin Sinir Aglar1 — Deep Neural Networks

RNN: Tekrarlayan Sinir Aglart — Recurrent Neural Networks

LSTM: Uzun Kisa Siireli Bellek - Long Short-Term Memory

CNN: Evrisimsel Sinir Aglar1 — Convolutional Neural Networks
UCI: Makine 6grenmesi ve akilli sistemler merkezi - Center for machine learning and
Intelligent Systems

YSA: Yapay Sinir Ag1

AUC: Egri altindaki alan - Area Under Curve,

ROC: Alict islem karakteristikleri - Receiver Operating Characteristics
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1. GIRIS

Yapay Zeka; bilgisayarlari, insan ve hayvanlara 6zgii 6grenme, 6ngérme, karar
verme gibi diisiince goérevini yerine getirmeye muktedir olmakla ilgilidir [4]. Yapay
zekanin bir alt dali olan makine 6grenmesi son yillarda elektronik, bilgisayar, yazilim,
biyomedikal, ekonometri, biyoistatistik gibi bircok alanda kullanilmaktadir. Makine
O0grenmesi; ham veriden bilgi elde etmek ve algoritmalar kullanarak sistemleri
modellemektir [5]. Tez konusu olan derin 6grenme ise makine 6grenmesinin alt bir
dalidir. Sekil 1.1.’de derin 6grenme makine Ogrenmesi, yapay zekd arasindaki iliski

gosterilmistir.

Yapay Zeka

Makine Ogrenmesi

Derin
Ogrenme

Sekil 1.1. Derin 6grenmenin yapay zeka igerisindeki yeri

Makine Ogrenme teknikleri ile bir model olusturmak i¢in Oncelikle Ozellik
vektoriiniin olusturulmas: gerekmektedir. Ozellik vektdriiniin olusturulmasi i¢in alaninda
uzman kisilere gerek duyulmaktadir. Bu islemler oldukca fazla siirede yapildiklarindan
siire kayb1 yasamakta ve bu konuda uzman kisilerin ¢aligma zamaninm1 almaktadir. Makine
O0grenme teknikleri, islenmemis bir bilgiyi, uzman yardimi olmadan ve 6n islem yapmadan
isleyemezler. Buna karsilik derin 6grenme, makine 6grenimi alanindaki aragtirmacilarin
yillarca ugrastig1 bu problemi yok ederek biiyiik ilerleme saglamistir. Cilinkii derin yapay
sinir aglar1 geleneksel makine Ogrenmesi yontemlerinin aksine, 6grenme islemini
islenmemis veri lizerinde yapmaktadir. Bunun i¢in ham veriyi islerken lazim olan bilgiyi
farkli katmanlarda olusturdugu temsillerle elde etmektedir. Derin Ogrenme 2012 yilinda
nesne smiflandirma alaninda yapilan, biliylik o6lgekli gorsel tanima (ImageNet)
yarismasinda elde ettigi basar ile dikkat ¢ekmistir. Derin Ogrenmenin temelleri gegmis

yillara dayansa da ozellikle son zamanlarda ilgi ¢eken bir ¢alisma alan1 olmasimin en
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onemli sebeplerinden birincisi egitim kiimesi olabilecek kadar ¢ok verinin olmasi ve ikinci
olarak bu verileri isleyebilecek donanimlarin gelistirilmis olmasidir [6].

Yapay sinir aglarinda islenecek veri miktarinin artmasiyla birlikte, yapay sinir aglari
mimarisinde gizli katman ve diigiim sayist da artmistir. Bununla birlikte donanim
yetersizligi nedeniyle yapay sinir aglarmin kullanimi duraksamigtir. Ancak GPU mimarisi
ve diger donanimsal gelismeler sayesinde yapay sinir aglart mimarisinde ¢ok sayida (derin)
gizli katmanlar kullanilmaya baglanmistir. GPU mimarisindeki bellek bant genisliklerinin
artmast ile biiylik miktardaki verilerin analiz edilmesi, matris islemlerinin hizl
gerceklestirilmesi CPU’ya gore diisiik maliyetle gergeklestirilmistir.

Bu tez calismasi son yillarda miihendislik alaninda oldukg¢a popiiler olan derin
O0grenme algoritmalarinin Biyoistatistik ve Tip Bilisiminde kullanimini1 géstermeyi ve derin
ogrenmenin klasik yontemlere gore iistiinliiglinii gdstermeyi hedeflemektedir.

Diyabet hastalifi pankreasin viicudun ihtiya¢ duydugu kadar insiilin iiretememesi
veya viicudun irettigi insiilinin dogru bir sekilde kullanamamasi sonucu olusan kronik bir
hastaliktir. Uzun stlirede kalp damar hastaliklari, g6z hastaliklari, bobrek hastaliklari gibi
ciddi komplikasyonlar ortaya g¢ikarabilen diyabet, tedavi harcamalarinin yiiksekligi ve is
giicii kayb1 nedeni ile hastaya sosyoekonomik yiik getirmesinden dolayr énemli bir saglik
sorunudur [3]. Tami i¢in idrar ve kanda cesitli kimyasal testler yapilmaktadir [7]. Bu
calismada kisiye ait fiziksel 6zellikler ve kan testi verilerinin veri madenciligi yontemleri
ile kisilerin diyabet hastasi olup olmadiklarinin belirlenmesi gergeklestirilmistir. Yapilan
calismada 768 kadina ait veriler derin yapay sinir aglar1 ve simiflandirma algoritmalar ile

siniflandirilmis ve sonuglar kiyaslanmaistir.

2. YAPAY SiNiR AGLARI
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Yapay sinir aglari; insan beyninin isleme yapisim1 modelleyerek gelistirilmis bir
yapay zeka teknigidir. Biyolojik sinir hiicresi néronlar sinir sistemini olusturur. Yapay sinir
aglar1 da noron ad1 verilen birimlerden olur. Noron sayisi, katman sayisi, katmanlar arasi

baglanti tiirleri yapay sinir aglar1 mimarisini olusturur.

2.1. Yapay Sinir Aglarinda Noron

Insan sinir sistemi hiicresine ndron denir. insan beyni ndronlarin karmasik bir ag
baglantisindan olusur. Bu néronlar beyinden viicuda bilgi iletimi goérevi goriirler. Bazi
bilimsel ¢aligmalara gore insan beyni ortalama 100.000.000.000 ndrona sahip olabilir [8].
Bu noéronlarin her biri digerleri ile baglantili olup, her biri ortalama 6000 baglantiya
sahiptir. Bu baglantilardan olusan ag c¢evremizdeki her seyi algilamamizdan ve
O6grenmemizden sorumludur.

Yapay sinir ag1 noéronu girdi, girdilerin agirliklari, yanlilik (bias), aktivasyon
fonksiyonu ve ¢iktidan olusur. Sekil 2.1. yapay sinir ag1 ndronunu ve baglantilarin

goOstermektedir.

Sekil 2.1. Yapay Sinir Ag1 Néronu

Bir néronun ¢iktisi girdi degerleri (X1, Xa, ..., Xp) ve agirliklarinin (W1,Ws,...,W,)
carpimlarinin toplamina bias (b) degerinin eklenmesi ile (7 = Y7 X, * W/ + /)elde

edilen degerin (z) aktivasyon fonksiyonundan a gecirilmesi ile elde edilir.

2.2.Cok Katmanh Yapay Sinir Aglar
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Insan beyni katmanli bir yapiya sahiptir. Duyulardan almilan veri bir tabakadan
digerine aktarilarak bilgiye déniisiir. Ornek olarak, géz duyusundan gérsel veri alinir. Bu
veri gorsel korteksin en alt katmanindan en iist katmanina aktarilarak iglenir. Son katmanda
goruntiide bir hangi nesne goriildiigiine karar verilir. Insan sinir sistemindeki bu katmanli
yapt modellenerek yapay sinir agi olusturulmus ve bu yapay sinir agima Cok Katmanlt
Yapay Sinir Ag1 adi verilmistir. Bu modeldeki en solda bulunan katmana giris katmani,
giris katmanindaki noronlara ise giris noronlar1 ad1 verilir. Ortadaki katmana gizli katman,
sagdaki katmana ise ¢ikis katmani adi verilir. Sekil 2.2.’de ¢ok katmanli yapay sinir ag

modellemesi mevcuttur.

Iy e---

Girig Katmani Gizli Katman 1 Gizli Katman 2 Cikis Katmani

Sekil 2.2. Cok katmanli Yapay Sinir A1

2.3. Yapay Sinir Aglarinda Ogrenme

Yapay sinir agmin O6grenmesi, verilen giris degerlerine karsilik istenilen c¢ikis
degerlerini elde etmektir. Bu amag ile agin parametreleri (agirlik degeri ve bias degeri) en
uygun degere gelinceye kadar giincellenir. Bu isleme yapay sinir aginda 6grenme denir. A§
parametrelerinin baslangic degeri genellikle rastgele secilir. Uygun degerlerin seg¢ilmesi
agm daha hizli 6grenmesini saglar. Yapay sinir aglarin1 bir ornek ile 6zetlemek gerekirse
su ornek verilebilir. Bir 6grenci sinava hazirlik amaci ile test sorusu ¢dzsiin. Ogrenci test
kitabini istenilen diizeye gelinceye kadar, yaptig1 yanlis sorularin ¢6ziimiinli inceleyerek,
yanlis bilgilerini dogru bilgileri ile giincelleyerek ilerlesin. Istenilen seviyeye geldiginde
egitim amagli ¢ozdigli sorular disinda ayni konudan bagka sorulari basart ile
¢Ozebildiginde Ogrenci konuyu 6grenmis sayilir. Yapay sinir aglarinda 68renme de bu

sekildedir. Egitim veri seti ile ag egitilirken test veri seti ile ag basarimi test edilir.
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Egitim setleri; girislere gore ¢ikislarin belli oldugu etiketli veri seti ve giriglere gore
cikislarin belli olmadigr etiketsiz veri seti olmak tizere iki kisma ayrilir. Etiketli veri seti
danismali 6grenmede kullanilirken, etiketsiz veri setleri danismansiz 6grenmede kullanilir.

Asirt uyum (ezberleme) 6grenme siirecinde karsilasilan problemlerdendir. Bu sorun
genellikle egitim veri kiimesinin ¢ok kiiciik oldugu durumlarda ortaya ¢ikmaktadir. Asiri
uyum sorunu ile basa ¢ikmak icin etiketli veriler bir egitim bir de dogrulama setine
bolinarler. Veri kiimesinin egitim ve dogrulama verisi olarak ikiye boliinmesi isleminde
genel egilim mevcut verilerin  %80’ni  egitim setine,%20’si dogrulama setine

koymaktir[15].

2.4.1leri Beslemeli Yapay Sinir Aglar

Ileri beslemeli yapay sinir aglari tek yonlii girdi sinyal akisina izin veren gok
katmanli yapay sinir ag tliriidiir. Veriler her zaman 6n katmana dogru iletilirler. Genellikle
ileri beslemeli yapay sinir aglarinda 3 katman bulunur. Veriler giris katmanindan gizli
katmana, gizli katmandan ¢ikis katmanina dogru ilerler. Giris katmani sadece verileri alir.
Alinan veriler gizli katman ve ¢ikis katmaninda islenerek bilgi haline doniisiir. Yapay sinir
agma hem egitim i¢in ayrilmig egitim kiimesi giris olarak hem de egitim kiimesinin hedef
kiimesi beklenen ¢ikis olarak verilmelidir. Yapay sinir ag1 modeli kendisine verilen egitim
kiimesinden (6rnek girisler ve ¢ikislardan) problem uzayini temsil eden bir ¢oziim uzayi
olusturur. Daha sonra, gosterilen bu ¢6zliim uzayim kullanarak yeni girislere karsilik yeni
cikiglar iretmektedir [9] . Sekil 2.3.’de ileri beslemeli yapay sinir agi ¢izilerek

gosterilmistir.

Baglanti

Hcre

Cikis Katmam

Giris Katmani Ara Katmanlar

Sekil 2.3. Ileri Beslemeli Yapay Sinir Ag1 (Oztemel, 2006)
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2.5.Geri Beslemeli Yapay Sinir Aglar

Geri beslemeli yapay sinir aglarinda en az bir hiicrenin ¢ikis1 kendisine veya baska
bir hiicreye giris olarak verilir. Geri besleme ayn1 katmandaki hiicreler arasinda olabilecegi
gibi farkli katmandaki hiicreler arasinda da olabilir. Bu yapisiyla statik davranis gosteren
ileri beslemeli yapay sinir aglarinin aksine dinamik bir yap1 gosterir.

Geri beslemeli yapay sinir aglarinda egitim etiketli veriler iizerinde yapilmaktadir.
Egitim etiketli veriler iizerinde yapildigindan dogrulugunun denetimi miimkiindiir. Bu
denetim etiket verisi ile agin ¢ikti sonucunun arasindaki farka yani hata degerine gore
yapilir. Hata degerine gore agirliklar giincellenir. Agirlik degerlerinin giincellenerek en
uygun degere gelmesine dgrenme veya egitim denir.

Yapay sinir aglarinda 6grenme donemler halinde gergeklesir. Donem; egitim verisi
ce veriye bagl ¢iktinin bir kere islenmesidir. Donemin siiresi ise egitim verisinin boyutuna
ve ag mimarisine baglidir. Donem sayis1 agi tasarlayan kisinin belirledigi kabul
edilebilecek hata oranina gore degisir. Her donemde agin trettigi ¢ikti, degeri beklenen
cikt1 degeri olan etiket verisi ile kiyaslanir. Arada olusan fark hata degeridir ve bu degerler
toplanarak toplam hata bulunur. Bu iki deger arasindaki fark negatif deger olabileceginden
tiim hata degerlerinin kareleri toplanir ve toplamin karekokii alinir. Hata geriye yayilim
yontemi ile tiim agirliklara yansitilir. Hata degerinin kabul edilebilecek bir diizeye geldigi
donemde egitim sonlandirilir. Sekil 2.4.°de geri beslemeli yapay sinir ag1 c¢izilerek

gosterilmistir.

Bulunan hatay yayma yonii

Girig Cikis

Cikis hesaplama yonii (ileri)

Giris katmani Gizli katman Cikis katmani

Sekil 2.4. Geri Beslemeli Yapay Sinir Ag1 (Kabalc1,2016)
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2.6.Hata Olctim Fonksiyonlari
Yapay sinir aglarindaki hata, hata 6l¢iim fonksiyonlari ile bulunur. Hata, yukarida da
bahsedildigi gibi, egitim siirecinde her dénem de olusan hatalarin tiimiinii temsil eder.
Egitimin amaci, hatayr kabul edilebilir bir minimum seviyeye c¢ekmektir. Bu islemi
agirliklar1 degerlerinin uygun degere getirerek gerceklestir. Asagida alt bagliklar halinde
yapay sinir aglarinda en ¢ok kullanilan hata fonksiyonlart agiklanmistir.
2.6.1. Ortalama Karesel Hata
Yapay sinir aglarinda ¢ikis katmaninda hatay1 hesaplamak icin kullanilir. Ortalama

karesel hata esitligi esitlik 2.1 de gosterilmistir;

1 egye
cCws) =%, I - al’ Esitlik

2.1.

Denklem 2.1’de W; agdaki tiim agirliklarin toplamini, b; agdaki tiim bias
degerlerinin toplamini, n; agin girdi sayisini, x; ag girdisini, a; ¢ikt1 vektoriini

temsil eder.

2.6.2. Log-Likelihood Hata Fonksiyonu

Log-Likelihood hata fonksiyonu; genellikle derin sinir aglarinda, softmax
simiflandiricilarda  kullanilmaktadir. Softmax smiflandiriciyr anlatabilmek igin
somut bir 6rnek verelim. 2 6zniteligi (f1,f2), 4 6rnegi (el,e2,e3,e4) olan bir veri seti
diisiinelim ve Ozniteliklerine gore 3 smifa (C1,C2,C3) aywralim. Bu 6rnek igin
4x(2+1) boyutunda X isimli bir giris vektorii olusturalim. Gaus dagilimina uygun
rastgele degerler alan W isimli (2+1)x3bir agirlik matrisi alalim ve bu vektorleri

carparak Z isimli vektori elde edelim. Vektorler Sekil 2.5.’de gosterilmistir.
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fl 2 Siuf Bias fi £
el [0.1 [05 [c2 er | 1. 01 |05
e2 | 1.1 |23 |3 e2 | 1 1.1 |23
e3 | -1l [ -23 [ el es | 1 -1.1 | -2.3
ed | -1.5 [ 2.5 | cl es | 1 -1.5 | -2.5
Egitim Verileri X
WB'G'S V'/h u’:’z o C2 s
C; 0.01 0.1 0.1 kl [0.07 0.22 | 0.28
c, |01 02 |03 k» [ 035 [078]112
cy; |01 03 [03 ks | -033 | 058 | -0.92
ks [-039 [-07 |-1.1]
W Z=X*W

Sekil 2.5. Likelihood Hata Fonksiyonu

Z vektoriindeki degerler esitlik 2.2°ye gore hesaplanirsa softmax siniflandiricinin
cikist olan S vektorii elde edilir. Bu matristeki degerler olasilik degerler olup bir

satirin toplami 1°dir. Softmax ¢ikis vektorii Sekil 2.6.’da gosterilmistir.

] ) ()

ID()/:/II(Z(Z)) = Bsoftmar (Zl) :Zke EG)
=g €
Esitlik 2.2.
=~/ Beopimar (2°) Esitlik
2.3.
softmax
Cl C2 C3

er | 0.29450637 [ 0.34216758 | 0.36332605
ex | 0.21290077 | 0.32728332 | 0.45981591
es | 0.42860913 | 0.33380113 | 0.23758974
es | 0.44941979 [ 0.32962558 | 0.22095463

Sekil 2.6. Softmax ¢ikis vektorii

Sekil 2.6.’daki softmax ¢ikis vektoriine gore e; giris durumunda ¢ikis sinifi %29.45
c; smifina, %34 ihtimalle c, smifina, %36.33 ihtimalle c3 smifina aittir.
Siiflandirma dogru degilse agirhik degerleri optimizasyon teknikleri ile

tekrarlamalarla (iterasyonlarla) giincellenerek sonug¢ degerlerine ulagacaktir.
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2.6.3. Agirhklara Ilk Degeri Atama
Yapay sinir aglarinda agirliklara ilk deger atama onemli bir yer tutar. ik degerin
dogru bir sekilde atanmasi yakinsamayi hizlandirir ve yerel bir minimuma sikismay1
engellemeye yardimci olur.
Gauss yontemi sinir aglarinda kullanilan yaygin bir agirliklara ilk deger atama
yontemidir. Sifir ortalama ve kiigiik varyansa sahip bir Gauss dagilimindan verileri
agirliklara ilk deger olarak atar. Glorot ve Ortogonal yontemleri de sikilikla kullanilan

agirliklara ilk deger atama yontemlerindendir.

2.7.Aktivasyon Yontemleri
Aktivasyon fonksiyonlari; bir katmanin ndronlarinin ¢ikisini baska bir katmana
iletirken kullanilir. Yapay sinir aglar1 bir¢cok agirlik ve bias degerlerinin defalarca carpilip
toplanmas1 hesaplamalarini yapar. Ortaya ¢ikan biiyiik rakamlar kiigiilterek islem kolaylig
saglanabilir. Bu islem kolayliklarinin biri de aktivasyon fonksiyonu kullanarak biiytlik
rakamlar1 O ile 1 arasinda bir deger ile temsil etmektir. Asagida yapay sinir aglarinda ve
derin yapay sinir aglarinda siklikla kullanilan aktivasyon fonksiyonlari verilmistir.
2.7.1. Tanh Aktivasyon Fonksiyonu
Tanh hiperbolik trigonometrik fonksiyondur. tanh'nin normaliz edilmis aralig1 -1
ile 1 arasindadir. Tanh'm kullanilmasindaki asil avantaj negatif sayilarla daha

kolay anlagabilmesidir. Sekil 2.7.’de Tanh fonksiyonu gdsterilmistir.

Sekil 2.7. Tanh aktivasyon fonksiyonu

2.7.2. Rectified linear aktivasyon fonksiyonu (ReLU)
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Bu fonksiyon, giris degeri sadece belirli bir miktarin tizerinde oldugunda aktif olur.
Girdi sifirin altinda iken, cikis sifirdir, ancak girdi belirli bir miktarin {izerinde
olursa, bagimli degiskenle dogrusal bir iligkisi olur. Sekil 2.8.’de Relu Fonsiyonu

gosterilmistir.

-5

Sekil 2.8. Relu Hata Fonksiyonu

2.8. Optimizasyon Yontemleri
Yapay sinir aglarinda agirliklar giincellenirken optimizasyon yontemlerinden
faydalanilir. Yapay sinir aglarinda bir ¢ok optimizasyon yontemi kullanilir. Fakat bunlarin
bir ¢ogunun temelini Skolastik Gradyan Inisi Optimizasyon Yéntemi olusturur. Asagida bu
optimizasyon yontemelerinin bazilart anlatilmistir.
2.8.1. Skolastik Gradyan Inisi Optimizasyon Yéntemi
Agirliklan gilincellerken tiim egitim verisi yerine daha hizli sonug tliretebilmek adina
egitim veri setinin bir kismim1 kullanir [10]. Kiigiik-toplu isler yaygin olarak uygulanir,
clinkii egitim seti varyansini diisiiriir ve bu nedenle daha istikrarli bir yakinsamaya sahiptir
[10].
2.8.2. ADAM Optimizasyon Yontemi
ADAM, KINGMA ve BA tarafindan gelistirilen birinci derece gradyan tabanli bir
yontemdir [10]. RMSProp optimizasyon yontemi ve AdaGrad optimizasyon yontemi iki
optimizasyon yonteminden gelen fikirlerden ilham almaktadir. Pek c¢ok problemde
AdaGrad, RMSProp, SGI ve NHG gibi diger yontemlerden daha iistiin bir performans
gosterdigi ortaya konmustur [10]. Genel olarak ADAM Optimizasyon Y ontemi hizlidir ve

cok kat1 bir 6grenme programina ihtiya¢ duymadigi i¢in iyi bir se¢imdir.
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3. DERIN OGRENME

Derin 6grenme makine 6grenmesinin bir alt kiimesidir. Derin 6grenmede 6zellik
cikarimi yapmak ve dogrusal yapiyr dogrusal olmayan yap1 haline getirmek i¢in bir ¢ok
dogrusal olmayan (aktivasyon fonksiyonlar1) katmani kullanilir. Ardisik katmanlar bir
onceki katmanin ¢iktisint girdi olarak alirlar. Derin 6grenmede, verilerin birden fazla
ozellik seviyesinin veya temsillerinin 6grenilmesine dayanan bir yapt séz konusudur.
Hiyerarsik bir sekilde verinin iist diizey ve alt diizey temsilleri olusturulur. Bu temsiller,
soyutlamanin farkli seviyelerine karsilik gelen birden ¢ok temsil seviyesini 6grenmektedir

[11,12].

3.1. Derin Sinir Aglar1 (Deep Neural Network — DNN) Mimarileri
Derin 6grenme farkli problemlerin ¢6ziimii i¢in olusturulmus farkli mimarilere
sahiptir. Bu mimar asagida agiklanmistir.

3.1.1. Tam Baglantih Yapay Sinir Aglar1 (Dense Neural Network)
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Tam baglantili yapay sinir aglarinda, bir katmandaki her bir néron 6nceki ve
sonraki katmanlardaki tiim noronlara baghdir. Tam baglantili aglar genellikle
siniflandirma problemini ¢6zmek i¢in kullanilirlar. Derin yapay sinir aglariin
diger mimarilerinin de igerisinde bir boliimii olusturlar. Derin aglar giris ve ¢ikis
katmanin disinda en az iki gizli katmandan olusur. Genellikle matrisleri vektorlere
cevirme de kullanilir. Geri ve ileri yayilim kullandig i¢in ¢ok miktarda hesaplama

gerektirir. Sekil 3.1.’de tam baglh katman ¢izilerek gosterilmistir.

Sekil 3.1. Tam Bagli Katman

3.1.2. Tekrarlayan Sinir Aglar1 (Recurrent Neural Network —RNN)

Insanlar diisiincelerini her saniye sifirdan baslatmazlar. Bu tezi okudugunuzda,
her sozciigii, onceki sozciikleri anlamaniza dayanarak anliyorsunuzdur. Her
kelimede bir oncekini bir kenara atip yeniden diisiinmeye baslamiyorsunuzdur.

Diisiincelerinizin bir kalicilig1 vardir.

Geleneksel yapay sinir aglart bunu yapmaz ve bu durum biiyiikk bir eksikliktir.
Ornegin, bir video goriintiisinde her noktada ne tiir bir olayin oldugunu
smiflandirmak istediginizi disiiniin, geleneksel bir sinir agi, filmdeki Onceki
olaylarin sonucunu daha sonra olusan olaylara sebep olarak nasil bildirebildigi

belli degildir.

Tekrarlayan sinir aglar1 bu sorunu ele almaktadir. Tekrarlayan sinir aglari, iginde

dongiiler bulunan ve bilginin devam etmesine izin veren aglardir.
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Sekil 3.2. Tekrarlayan Sinir aglar1 dongiilere sahiptir

Yukaridaki diyagramda, bir sinir ag1 yigini1 A, bazi girdilere (x;) bakar ve bir ¢ikis
(ht) degeri verir. Bir dongii bilginin yapay sinir agmin bir basamagindan diger
basamagina ge¢mesine izin verir. Bu yapinin normal bir yapay sinir agindan farkl
olmadig1 goriilecektir. Tekrarlayan bir sinir ag1 aynmi agin birbirlerine mesaj

yollayan, tekrarlayan bir kopyas1 olarak diistiniilebilir

® ® ® ©
G Wy yiy D

& 6 b & &

Sekil 3.3. Dongii acildiginda elde edilen goriiniim.

Bu zincir benzeri yapt RNN’lerin dizi ve liste veri yapilari ile yakindan iligkili
oldugunu gosterir. Bunlar benzer verilerin kullanimi i¢in sinir aglarinin dogal bir
mimarisidir. RNN’ler konugma tanimlama, dil modelleme, c¢eviri gibi bir¢ok
uygulamada basarili sonuglar vermislerdir. Bu basarilarin esasi, bir¢ok gorev igin
standart siirimden ¢ok daha iyi ¢alisan, ¢ok 6zel bir RNN tiirii olan LSTM'lerin

kullanilmasidir.

3.1.2.1. Uzun Kisa Vadeli Hafiza Aglar1 (Long Short Term Memory
Networks — LSTM)

RNN’lerin avantajlarindan biri mevcut bilgileri 6nceki bilgilere bagliyor
olabilmeleridir [13] .Bu gibi durumlarda, ilgili bilginin mevcut yeri ile ihtiyag
duyulan yer arasindaki zaman farkinin az oldugu durumlarda, RNN'ler gecmis

bilgileri kullanmay1 6grenebilir. Calismanin konusu olan ¢oklu nesne takibi bdyle
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bir duruma 6rnek olarak verilebilir. Nesnelerin ardisik ¢ergevelerdeki konum

bilgileri zaman farkinin az oldugu bilgilerdir.

Uzun kisa vadeli hafiza aglar1 ( Long Short Time Memory -LSTM) veriler
arasindaki uzun vadeli iligkileri (dizi, tekrar eden degerler, v.b.) 6grenebilen 6zel
bir RNN tlriddr. Yinelenen sinir aglart (RNN’ler), sinir agi modiil zinciri
bicimindedir. Standart RNN'lerde, bu yinelenen modul, tek bir tanh aktivasyon
katmani gibi ¢ok basit bir yapiya sahiptir. LSTM'lerin de bu zincir benzeri yapilari
vardir ancak yinelenen modiil farkli bir yapiya sahiptir. Tek bir sinir ag1 katmani

yerine ¢ok 6zel bir sekilde iletisim kuran dort katman vardir.

) ® )
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Sekil 3.4. Bir LSTM'deki yinelenen modiil, etkilesimli dort katman igerir.

Yukaridaki diyagramda, her satir, bir digiimiin ¢iktisindan baska diiglimiin
giriglerine kadar tiim vektorii tasir. Pembe daireler, vektor eklenmesi gibi noktasal
islemleri temsil ederken, sar1 kutular yapay sinir aglar ile 6grenilir. Birlestirilen
satirlar birlestirme hatti, c¢izgi catal ¢izmesi, igeriginin kopyalanmasi ve

kopyalarimn farkli yerlere gidecegi anlamina gelir.

LSTM’ler probleme gore yeniden dizayn edilebilirler.
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her [ ~ 2t =0 (W, - [hi—1,xt])

Ty =0 (ﬂ/y, . [htflA Tt})
h; = tanh (W - [re = hp—1, 14])
ht = (1 — Zt) * ;1571 + zp * iLt

Sekil 3.5. Probleme gore 6zellestirilmis bir LSTM tiirti

3.1.3. Evrisimsel Yapay Sinir Ag1 (Convolutional Neural Network — CNN)
CNN, ogrenilebilir agirliklar1 ve 6nyargilart olan néronlardan olusan ileri beslemeli
bir sinir ag1 tiiridiir [14]. Evrisim ifadesi iki boyutlu giris matrisi (¢ogunlukla
resim) ilizerinde 0z nitelik ¢ikarma amaci ile filtre gezdirme islemidir. Sekil 3.6. da
bu islem gdsterilmistir.

CNN derin yapay siniri aglarimin en ¢ok kullanilan mimarilerinden biridir.

Asagida bu mimarinin bilesenleri ve parametreleri anlatilmistir.

3.1.3.1. Evrisimsel Sinir Aglarinin Bilesenleri ve Parametreleri
3.1.3.1.1. Evrisim (Konvoliisyon) Katmani

Evrisim katmani ile Oznitelikler ¢ikarilir ve ¢ogaltilir. Bu katman basit
filtreleme islemidir. Filtreler imge boyunca kaydirilir. Kaydirma sirasinda
filtrenin iizerinde bulundugu imge piksel degerleri ile filtredeki degerler carpilir
ve elde edilen degerler toplanir ve net sonu¢ bulunur. Bu islemi tiim gorsele
uyguladigimizda yeni bir imge elde etmis oluruz. Elde edilen imgeye evrisim
Ozniteligi (Convolved Feature) denir. Her bir filtre aslinda yapay sinir aglarina
ait bir nérondur. Bu néronun agirliklar ise filtre igerisindeki degerlerdir. Filtre
boyutu biiyiidiik¢e cikis matrisi kiigiilecektir. Bu kii¢lilme giris matrisindeki
bilgileri kaybetme anlamina gelmektedir. Dolayisiyla genellikle 3x3, 5x5, 7x7
boyutunda filitreler giris matirisi lizerinde gezdirilmektedir. Sekil 3.6.’da 5x5
boyutundaki girise 3x3 boyutundaki filtrenin gezdirimi ve 3x3 boyutunda

evrisim matrisinin olusumu gosterilmistir.
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Sekil 3.6. 5x5 boyutunda iki boyutlu girise, 1x1 kaydirma(stride) ile 3x3'liik bir
filtre uygulanarak Konvoliisyon Ozniteliginin Olusmasi

Kaydirma islemi uygulanirken filtre boyutunun disinda adim(stride) ve
bosluk(padding) parametreleri de kullanilmaktadir. Adim parametresi, filtre
uygulanirken filtrenin ne kadar araliklarla kaydirilacagini belirtmektedir. Bosluk
parametresi ise kenar degerlerinin isleme nasil katilacagini ifade etmektedir.

Her bir filtre iki boyutlu giris matrisinde ayr1 bir 6zellige odaklanmaktadir.
Filtreler sayesinde bir iki boyutlu giris matrisinin gesitli 6zelliklerine odaklanma
saglanmis birden farkli sirimi elde edilmektedir. Uygulanan filtreler
agirliklardan olugmaktadir. Agirliklar ise agin egitimi ile 6grenilmektedir. Agda
ne kadar fazla konvoliizasyon (evrigim) katmani bulursa o kadar fazla karmasik

Ozellikler belirlenebilmektedir.

3.1.3.1.1.1. Piksel Ekleme (Padding)

Evrisim isleminden sonra giris matrisinin boyutunda bir azalma olur.
Ornegin; Sekil 3.6.’daki evrisim isleminde 5x5 giris matrisine 3x3 bir agirlik
matrisi evrigim iglemi yapmistir. Bu islem sonucunda 3x3 ‘liin bir 6z nitelik
matrisi olusmustur. Giris matrisinin boyutu azalmistir. Giris matrisinin

boyutunun azalmasinin istenmedigi durumlarda matrisn eksik boyutlarina
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deger atanir ( 0 atanirsa zero padding) bu isleme padding denir. Giris
matrisinin boyutu g x g, agirlik matrisinin boyutu a x a oldugunda, ¢ikis
matrisi (g-a+1)x(g-a+1)=(5-3+1)x(5-3+1)=3x3 seklinde hesaplanir
3.1.3.1.1.2. Kaydirma Adim (Stride)

Stride parametresi evrisim iglemi evrisim isleminde agirlikarin olusturdugu
matris olan filitreyi (kernel, ¢ekirdek) giris matrisi ilizerinde yatayda ve
dikeyde ka¢ birim kaydiracagimizi belirler. Bu parametre padding ile
birlikte ¢ikis 6z nitelik matrisinin boyutunu belirler. Girig matisinin boyutu
gxg, agirliklar matrisinin boyutu a x a, padding degeri p, stride degeri s
olsun ve g=5, a=3,p=1,s=2 oldugunda asagidaki formiilden hesaplayarak
¢ikis degerini 3x3 olarak bulabiliriz.

+2xp—a +2xa—
Cikis matrisi boyutu = %+ l]x[¥+ 1

3.1.3.1.2. Orneklem (Havuzlama — Pooling)

Evrisimsel Sinir Aglarinda 6rneklem katmani evrisim katmandan sonra kullanilir.
Amaci girdi olarak verilen imgenin alt 6rnekleme islemini yapmaktir. Bu islemi
imge iizerinde gezen filtre boyutu igerinde imgenin en biiyiik degerini alarak
(Max Pooling) yapar. Bu islemle imgenin alt 6rneklemini elde edilerek asirt
uyum (overfittiting) probleminden kaginilir, imgenin boyutu diisiiriilerek islem
hiz1 arttirlir. Orneklem islemi en biiyiik degeri alarak (max pooling), en kiigiik
degeri alarak (min pooling), degerlerin ortalamasini alarak ( mean pooling)

gerceklestirilebilir. Sekil 3.7. de ‘maxpooling’ islemi gosterilmistir.

X 111]2 | a| Tekboyutluimge Gzerinde 2x2 boyutunda filtreyi
slel7 8] 2x2 kaydirma ile en blyiik drneklem (max pooling) islemi _[6]s
3121 1(0 “l3la
11213 |4
—_—>
Y

Sekil 3.7. En Biiyiik Orneklem (Max Pooling) islemi

3.1.3.1.3. Tam bagh katman (Fully Connected Layer - Dense )
Siiflandirma asamasi evrisimsel sinir aglarinda 6zellik ¢ikarimi asamasindan

sonra yer almaktadir. Tam Bagli Katman (Dense) 6zellik haritalarini girdi olarak
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alir ve siniflandirma islemine hazirlar. Agin ¢ikisinda elde edilecek degerler say1
degerleri olacag i¢in ¢ok boyutlu veriler (matrisler) ile islem yapildiktan sonra
bu katmanda boyut indirgeme yapilarak 6znitelik haritasindan elde edilen veri
tek boyutlu hale getirilir. Tek boyutlu veri siniflandiriciya girdi olarak verilir.
Sekil 3.8. de tam bagli katmana giren matrisin tek boyuta diisiiriilmesi

gosterilmistir.

[pl~]efe]m]s]a]e]x]

Sekil 3.8. Tam bagl katmanla tek boyuta diislirme islemi (flatting)

3.1.3.1.4. Smiflandirma Katmam

Oz nitelikler belirlendikten sonra probleme uygun bir siiflandiric ile
smiflandirma  igleminin  yapildigi  katmandir. Softmax veya SVM
siniflandiricilar derin 6grenme ile siklikla kullanilmaktadir.

3.1.3.1.5. Aktivasyon fonksiyonu

Yapay sinir aglar1 ve onun bir tiirii olan derin yapay sinir aglar giris degerleri
ve agirlik degerlerinin ¢arpimlarina bias degerlerinin eklenmesi Uzerine
modellenmistir. Bu modelleme lineer bir denklemdir. Lineer denklemlerin
non-lineer hale doniistimii aktivasyon fonksiyonlar1 ile olur. Aktivasyon
fonksiyonlar1 modele non-lineerlik katarak dogrusal olmayan problemlerin
¢cozlimiine yardimci olurlar. Geri beslemeli aglarda, 6grenme farki olan hata
tim diigiimlere datitilirken geri tiirev (gradient descent) hesaplanmasi yapilir.
Tiirev islemini kolayllagtirmak i¢in de aktivasyon fonksiyonlar1 kullanilir.
Stirekli carpilip toplanarak biiyliyen perception (yapay sinir agi hiicresi) ¢ikti
degerleri degerleri hesaplama giicliigli yaratmamasi1 adina normalize
edilmelidir. Aktivasyon fonksonlari tiiriine gore verilen degeri O ile 1 arasina

veya -1 ile 1 arasina bir deger ile temsil eder. Sigmoid, Tanh, ReLu en sik
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kullanilan aktivasyon degerleridir. Relu agin 6grenmesi agisindan, Sigmoid’e

gore daha hizli bir aktivasyon fonsiyonudur.

Sigmoid X Tanh Relu

Sekil 3.9. Bazi aktivasyon fonsiyonu grafikleri

3.1.3.1.6. Mini - Batch Boyutu (Mini — Batch Size)

Derin yapay sinir aglarinda 6grenme ¢ok biiyiik veri setleri ile gerceklestirilir.
Bu veri setini bir anda islenmesi ¢ok uzun zaman alir ve bellek problemi
yasatir. Ogrenmenin her bir déneminde (epoch — d6ngii — iterasyon) agirliklar
geriyeyayilim (“backpropagation”) islemi yapilir ve agirliklar gradient descent
hesaplamasi ile giincellenir. Bu hesaplama veri ne kadar fazla ise o kadar uzun
olur. Bu sorunun tstesinden gelmek icin veri kicuk parcalara bolunir ve
ogrenme islemi bu kiigiik parcalardan gergeklestirilir. Mini — Batch Boyutu
veri setinden egitim i¢in alinan par¢anin boyutunu belirtir. Bu parametre
modelin aynm1 anda kag¢ veriyi isleyecegini belirtir. Mini —Batch Size
parametresi GPU bellegine sigabilecek boyutta 2 ve 2 nin katlar1 seklinde
olmasi Onerilmektedirfmedium hiper]. 1 ile veri setinin boyutu arasinda bir
sayr olmalidir. Cok kiigiik belirlenmesi  ve Cok biiyiik belirlenmesi
durumunda avantaj ve dezavantajlar vardir.

3.1.3.1.7. Ogrenme Hiz1 (Learning Rate)

Derin 6grenmede agirlik ve bias degerlerinin giincellenmesi geriyeyayilim
(“backpropagation”) islemi ile yapilmaktadir. Backpropagation isleminde bu
giincelleme isi1 “chain rule” olarak adlandirilan geriye dogru tiirev (gradient
descent) alarak farkin bulunmasi ve bulunan fark degerinin “learning rate”
parametresiyle ¢carpilmasi, ¢ikan sonucun agirlik degerlerinden ¢ikarilarak yeni
agirlik degerinin  hesaplanmasiyla yapilmaktadir. Bu islem esnasinda
kullanilan “learning rate” parametresi sabit deger olarak belirlenebilir, ya da

adim adim artan bir deger olarak da belirlenebilir (6rnegin belli bir 6grenme
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adimina kadar 0.001 o adimdan sonra 0.01 gibi), momentum degerine bagl
olarak belirlenebilir ya da adaptif algoritmalar tarafindan 6grenme esnasinda
Ogrenilebilir. Bu parametre kiiciik secilirse 6grene yavas olacaktir. Baglarda
yuksektutmak belirli bir epoch dan sonra disiiriilmesi 6nerilmektedir.
3.1.3.1.8. Optimizasyon Algoritmas1 Parametresi

Dogrusal olmayan problemlerin ¢6ziimiinde en uygun (optimum) problemlerin
¢Oziimiinde optimizasyon algoritmalar1 kullanilmaktadir. Derin yapay sinir
aglart modellerinde yaygin olarak adam, stochastic gradient descent, adagrad,
adadelta, adamax gibi optimizasyon algoritmalar1 kullanilmaktadir. Bu
optimizasyon algoritmalar1 bir birlerine gore hiz ve basarim farkliliklar1 vardir.
3.1.3.1.9. Egitim Dénemi Sayis1 (Epoch — iterasyon Number)

Derin yapay sinir aglarinda tiim egitim verileri bir seferde egitilmezler. Egitim
verileri parcalara ayrilir ilk parca egitilir, hata degeri kullanilarak geri yayilim
ile tiim agirliklar gilincellenir. Daha sonra diger egitim verisi pargalari i¢in de
ayni islemler gerekir. Bu islem her defasinda tekrarlanarak ag agirliklar1 ve
bias degerleri giincellenerek en uygun duruma gelir. Bu dongiiniin her
adiminda Egitim Donemi (Epoch) denir. Epoch sayisi arttikca agin basarimi
artar. Bagarim bellirli bir epoch degerinden sonra yavas artis gosterir. Egitim
istenilen seviyeye geldiginde sonlandirilabilir.

3.1.3.1.10. Seyreltme Degeri (Dropout Value)

Tam bagl (Dense —Fulyy Connected) katmanlarda belli bir esik degerinin
altindaki diiglimlerin seyreltilmesinin egitim basarimini arttirdig1 goriilmiistiir
[26].

3.1.3.1.11. Katman Sayis1 (Layer Number)

Derin  6grenmede katman sayisinin  artmasit  0grenme basarimini
yiikseltmetedir. Bunun yaninda katman sayisi fazlalagtikca geriyayilim ile

agirliklar gilincellenirken ilk katmanlara bu glincelemenin etkisi azalacaktir.
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4. UYGULAMALAR VE SONUCLAR

4.1.Cahismada Kullanilan Veri Seti

Bu tez ¢alismasinda veri seti olarak UCI Machine Learning Repository’de licretsiz ve
kullanima agik veri setlerinden “Pima Indians Diabets™ veri seti kullanilmistir. Bu veri seti
National Institute of Diabetes and Digestive and Kidney Diseases tarafindan 1990’da
olusturulmustur. Veri setinde; gebelik sayisi, glikoz konsantrasyonu, diastolik kan basinci,
triseps kalinligi, iki saatlik serum insulin degeri, viicut kitle indeksi, diyabet soyagaci
fonksiyonu, yas ve kadinin seker hastasi olup olmadigini belirten hedef nitelik olmak {izere

dokuz degisken bulunmaktadir. Sekil 4.1. de veri setinden ilk 6 hastanin verileri

gosterilmistir.

gebelikSayisi |glikozKonsantrasyon|di licKanBasinci trisepsKalinligi|ikiSaatlikSerumInsulinDegeri|vucutKitleIndeksi|aileYakinlikDerecesi |yas |sinif
6 148 72 35 0 33.6 0.627| 50 1
1 85 66 29 0 26.6 0.351] 31 0
8 183 64 0 0 23.3 0.672| 32 1
1 89 66 23 94 28.1 0.167| 21 0
0 137 40 35 168 43.1 2.288| 33 1
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Sekil 4.1. 11k 6 hastanin verileri

Veri setinin nitelikleri Tablo 4.1.’de, siiflar Tablo 4.2. de, 6zet istatistiksel analizi Tablo

4.3. ’de, Tablo 4.4.’de gosterilmistir.

Tablo 4.1. Pima Indians Diabetes veri seti nitelik tablosu

Hasta Sayisi Kayip Veri
Veri Seti Nitelik Sayis1 (Orneklem)
Pima Indians
Diabets 8 768 0

Tablo 4.2. Pima Indians Diabetes veri seti nitelik tablosu

Ozellik

Numaras1 Veri Seti Nitelik Adi Nitelik Tanim

1 gebelikSayisi Niimerik Degerler

2 glikozKonsantrasyonu Oral Glikoz Tolerans Testinde 2. Saat Glikoz
Konsantrasyonu (mg/dl)

3 diastolicKanBasinci Diastolik Kan Basinc1 (mm Hg)

4 trisepsKalinligi Triceps Cilt Kalinlig1 (mm)

5 ikiSaatlikSerumInsulinDegeri  Insiilin (mu U/MI)

6 vucutKitleIndeksi Agirlik / (Uzunluk)® kg/m?

7 aileYakinlikDerecesi Aile Yakinlik Derecesi

8 yas Yil

9 sinif Diabet Test Sonucu Pozitif (1) veya Negatif
©)

Tablo 4.3. Pima Indians Diabetes veri setindeki siniflar

“sinif” Degiskeni Frekans (Veri Sayisi) Yuzde (%)

0 500 65,1041
1 268 34,8959
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TOPLAM 768 100,00

"Pima Indians Diabetes"
Veri Kiimesi Sinif Dagilimi

DIABET
HASTASI
DIABET
B HASTASI
DEGIL

Sekil 4.2. Veri Kiimesi Sinif Dagilimi

Tablo 4.4. Veri tabaninin dzet istatistik analizi

Ozellik Ortalama Standart En Diisiik En YUksek
Numarasi Sapma Deger Deger

1 3.8 3.4 0 17

2 120.9 32.0 0 119
3 69.1 194 0 122
4 20.5 16.0 0 99

5 79.8 115.2 0 846
6 32.0 7.9 0 67.1
7 0.5 0.3 0.0078 2.42
8 33.2 11.8 21 81

Calismada kullanilan veri seti olan “Pima Indians Diabet” data setinin istatistiksel
ozelliklerini Python programlama dili ile analiz edelim. Programimiza Microsoft i¢im
Anaconda programimi Yyikleyelim [08 -64] sonra Windows komut ekranindan derin
O0grenme kiitliphaneleri i¢in sirasiyla

e conda install -c conda-forge theano,
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e conda install -c conda-forge tensorflow,
e conda install -c conda-forge keras

komutlarini ¢aligtiralim. Python spyder ortamindan islemlerimizi gerceklestirecegiz.

4.1.1. Tammlayic Istatistikler
Veri setine ait tanimlayici istatistikler asagidaki kodlar yardimu ile elde edilebilir.

Kodlar;

import pandas as pd
df = pd.read_csv("C:\\Users\\pc\\.spyder-py3\\pima-indians-diabetes.csv",header=0)
print(df.describe())

Kodlarin verdigi ¢ikt1 asagidaki gibi olacaktir. Burada veri kiimemizde her kolonun kag
satirdan olustugu (count), her kolonun ortalamasi (mean), standart sapmasi (std), en kiiclik
degeri(min),ilk ¢eyreklik (%25), ikinci ¢eyreklik (%50), li¢iincii ¢eyreklik(%75), en biiyiik
degeri (max) gibi tanimlayici istatistikleri elde edilmistir. Ciktilar Tablo 4.5’de

gosterilmistir.

Tablo 4.5. Veri kiimesine ait tanimlayici istatistikler

GS g.K dKb tK ISSID  vKI aYD yas
count 768 768 768 768 768 768 768 768
mean 3.84 12089 69.10 2053 79.79 3199 047 3324

std 336 3197 1935 1595 11524 7.88 033 11.76
min 0 0 0 0 0 0 0.07 21
25% 1 99 62 0 0 27.3 0.24 24
50% 3 127 72 23 30.5 32.0 0.37 29
75% 6 140 80 32 12725 36.6 0.62 41

max 17 199 122 99 846 67.1 2.42 81
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4.1.2. Normallik Testi
Verinin normal dagilim gdsterip gostermemesine gore uygulanilacak testler degistigi

icin veriye normallik testi uygulanir. Asagidaki kodlar python programlama dilinde
normallik testinin nasil yapildigin1 gostermektedir.
Kodlar:

from scipy import stats
df = pd.read_csv("C:\\Users\\pc\\.spyder-py3\\pima-indians-diabetes.csv",header=0)
a=df['sinif']
k,p=stats.mstats.normaltest(a)
if p<0.05:
print ('veri normal dagilima sahip degildir')
else:
print (‘'veri Normal dagilmistir')

Yapilan normallik testi sonucunda tiim degiskenler normal dagilima sahip degildir.
Verilerin normal dagilima sahip ise Pearson korelasyon katsayisi, degil ise Spearman

Rank korelasyon katsayis1 kullanilir.

4.1.3. Korelasyon iliskisi
Veri setine iliskin pearson korelasyon iliskisini hesaplatmak i¢in agagidaki kodlardan

faydalanilir.
Kodlar;

from scipy.stats import pearsonr
import pandas as pd

def calculate_pvalues(df):
df = pd.read_csv("C:\\Users\\pc\\.spyder-py3\\pima-indians-diabetes.csv",header=0)
dfcols = pd.DataFrame(columns=df.columns)
pvalues = dfcols.transpose().join(dfcols, how="outer")
for r in df.columns:
for ¢ in df.columns:
pvalues[r][c] = round(pearsonr(dffr], df[c][1], 4)
return pvalues
rho = df.corr(method='spearman') # r degerini hesapla
pval = calculate pvalues(df) # p degerini hesapla
# maske yarat
rl = rho.applymap(lambda x: '{:.2f}*".format(x))
r2 = rho.applymap(lambda x: '{:.2f}**".format(x))
r3 = rho.applymap(lambda x: '{:.2f}***".format(x))
# p 0.10 dan kicukse *, 0.05 den kugikse **, 0.01 den kiicukse ***
rho = rho.mask(pval<=0.10,r1)
rho = rho.mask(pval<=0.05,r2)



rho = rho.mask(pval<=0.01,r3)
print (rho)

Elde edilen sonuclar Tablo 4.6.’da verilmistir.

Tablo 4.6. Verisetine ait Pearson Korelasyon Analizi

GebSay | gli.Kon. | dKnbas | tKalin | ikiSSID | vKIndeks | aileYD | yas
GebSay 1.00*** | 0.13*** | 0.19*** | -0.09** | -0.13** 0.00 -0.04 0.61***
gli.Kon. 0.13*** | 1.00*** | 0.24*** | 0.06 0.21%*%* | 0.23*** 0.09*** | 0.29***
dKnbas 0.19*** | 0.24*** | 1.00*** | 0.13*** | -0.01** 0.29*** 0.03 0.35***
tKalin -0.09** | 0.06 0.13*** | 1.00*** 0.54*** | 0.44*** 0.18*** | -0.07***
ikiSSID -0.13** | 0.21*%** | -0.01** | 0.54*** | 1.00*** | 0.19*** 0.22*** | -0.11
vKIndeks | 0.00 0.23*%*%* | 0.29*** | 0.44*** | 0.19%** | 1.00*** 0.14*** 1 0.13
aileYD -0.04 0.09*%** | 0.03 0.18*** | 0.22*** | 0.14*** 1.00*** | 0.04
yas 0.61*** | 0.29*** | 0.35*** | -0.07*** | -0.11 0.13 0.04 1.00%**
sinif 0.20*** | 0.48*** 0.14* 0.09*%* | 0.07*** | 0.31*** 0.18*** | 0.31***

48

Simdi de korelasyon iliskisini gostermek i¢in 1s1 haritasi ¢izdirelim. Bu amag i¢in asagidaki

kodlardan faydalaniriz.
Kodlar;
import pandas as pd

df = pd.read_csv("C:\\Users\\pc\\.spyder-py3\\pima-indians-diabetes.csv",header=0)

corr = df.corr(method = 'spearman') # Bagint1 Matresi
plt.subplots(figsize=(9, 9))

# Renk haritas1 olusturmak

cmap = sns.diverging_palette(240, 10, n=9)

#Is1 haritasin1 maskeyle ¢izimek

sns.heatmap(corr, cmap=cmap,square=True, xticklabels=True, yticklabels=True)

Kodlarin ¢iktisi ise Sekil 4.3.’deki gibi olacaktir.
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Sekil 4.3. Korelasyon iliskisini gostermek i¢in 1s1 haritast

Tablodan ve sekillerden de anlasildigi gibi yas ile gebelik sayisi arasinda pozitif bir iliski
vardir. Glikoz konsantrasyonu ile siif arasinda bir iliski vardir. Triceps kalinlig1 ile viicut

kitle indeksi ve iki saatlik serum insulin degeri arasinda bir iligki vardir.

4.2.Siiflandirma Algoritmalarini Problem Uzerinde Basarim Olgiitleri
Siniflandirict algoritmalart kullanan modellere siniflandirict denir. Siniflandirict
basarimi1 bir¢ok farklt yontemle Olgiilebilir. Siniflandirict birgok orneklemi dogru
degerlendirirken, baz1 6rneklemleri dogruyken yanlis, baz1 6rneklemleri yanlisken dogru,
isaretleyebilir. Bu 4 durumun olusmasina sebep verir. Bu durumlar;
e Dogru Pozitifler (DP),(True Positive - TP); hasta tahmin etmis iken hasta,
e Dogru Negatifler (DN), (True Negative —TN); hasta tahmin etmemisken hasta
degil,
e Yanlis Pozitifler (YP),(False Positive — FP); Tip — 1 hatas1 olarak da bilinir.
Hasta tahmin ettik ama hasta degil,
e Yanlis Negatifler (YN), (False Negative — FN); Tip — 2 hatas1 olarak da
bilinir. Hasta olmadigin1 tahmin ettik ama hasta,
Bu 4 durum g6z 6niine alinarak, karmagiklik matrisi ve degerlendirme skorlar1 olugsmustur.

4.2.1. Karmasiklik Matrisi (Confusion Matrix)
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DP, DN, YP, YN degerlerinin atandig1 matristir. Tablo 4.2.1.1. ‘de bu degerlerin

matrisin hangi indeksinde tutuldugu gosterilmistir.

Tablo 4.7. Karmasiklik Matrisi

Tahmini Degeri Hayir Tahmini Degeri Evet
Gercek Degeri Hayir Dogru Pozitif (DP) Yanlis Pozitif (YP)
Gercek Degeri Evet Yanlis Negatif (YN) Dogru Negatif (DN)

4.2.2. Smiflandirici Degerlendirme Raporunda Kullanilan Parametreler

® Dogruluk (Accuracy); dogru tahmin edilen gozlemlerin, toplam gozleme

boliinmesi ile elde edilen degerdir.

Dogruluk (Accuracy )= % Esitlik 4.1.
e Hassasiyet (Precission); dogru tahmin edilmis dogrularin (DP), gergekten

siniflandirilmis pozitiflerin tiim tahmin edilen pozitiflere oranidir.

P
DPYYP

Hassasiyet  (Precission )=

Esitlik 4.2.

Duyarlilik ( Sensitivity - Recall — True Positive Rate —TPR); dogru tahmin

edilen pozitiflerin sayisinin gercek pozitiflerin toplamina oranidir.

P
YV+0P

Duyarl 1/ 1k (Sensitivity )=
Esitlik 4.3.

F1 Skoru; Hassasiyet ve duyarliligin agirlikli ortalamasindan olusur. Hem

yanlis pozitif hem yanlig negatifleri hesaba katar.

2+(Duyar! 1/ 1kxHassasiyet )

S1 skoru = ,
Duyar! 1/ 1k+Hassasiyet

Esitlik 4.4.
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4.3. Tam Bagh Derin Yapay Sinir Aglan ile Simiflandirma (Classification with
Fully Connected Deep Neural Network)

Kodlar:

import pandas as pd  # pandas is a dataframe library

import matplotlib.pyplot as plt ~ # matplotlib.pyplot plots data

import numpy as np

import theano

import keras

import tensorflow

from IPython import get_ipython
get_ipython().run_line_magic('matplotlib’, ‘inline")

from sklearn import metrics

import matplotlib.pyplot as plt # side-stepping mpl backend

import matplotlib.gridspec as gridspec # subplots

import seaborn as sns # Danker visuals

import scipy

from pandas import DataFrame

from keras.models import Sequential

from keras.layers import LSTM

from keras.layers.core import Dropout, Flatten, Activation, Dense

from keras.layers.convolutional import Convolution2D, Convolution1D,MaxPooling1D
#Import models from scikit learn module:

from sklearn.cross_validation import train_test_split

from sklearn.linear_model import LogisticRegression

from sklearn.cross_validation import KFold #For K-fold cross validation
from sklearn.ensemble import RandomForestClassifier

from sklearn.tree import DecisionTreeClassifier, export_graphviz

from keras.layers import Input, Dense

from keras.optimizers import SGD

from sklearn.preprocessing import Imputer

import pandas as pd

import matplotlib.pyplot as plt

#dosyay1 oku

df = pd.read_csv("C:\\Users\\pc\\.spyder-py3\\pima-indians-diabetes.csv",header=0)
#ozellik kolon isimleri

feature_col _names =
['gebelikSayisi','glikozKonsantrasyonu','diastolicKanBasinci','trisepsKalinligi','ikiSaatlik
SeruminsulinDegeri’,'vucutKitleIndeksi',"aileYakinlikDerecesi','yas']
#tahmin edilecek smnif adi

predicted_class_names = ['sinif']

X = df[feature_col_names].values

y = df[predicted_class_names].values

split_test_size = 0.05



X_train, X_test, y_train, y_test = train_test_split(X, y, test_size=split_test_size,
random_state=0)

# test_size = 0.3 is 30%, 42 is the answer to everything

print("{0:0.2f} % Egitim setinde".format((float(len(X train))/len(df.index)) * 100))
print("{0:0.2f}% Test setinde".format((float(len(X_test))/len(df.index)) * 100))
print("Egitim setinde bulunan diabet : {0} ({1:0.2f}%)".format(len(y_train[y_train[:]
== 1]), (float(len(y_train[y_train[:] == 1]))/len(y_train) * 100.0)))

print("Egitim setinde bulunan iyi nonDiabet: {0}
({1:0.2f}%)".format(len(y_train[y_train[:] == 0]), (float(len(y_train[y_train[:] ==
0]))/len(y_train) * 100.0)))

print("")

print("Test setinde bulunan diabet:{0}({1:0.2f}%)".format(len(y_test[y_test[:] == 1]),
(float(len(y_test[y_test[:] == 1]))/len(y_test) * 100.0)))

print("Test setinde bulunan nonDiabet:{0}({1:0.2f}%)".format(len(y_test[y_test[:]==
0]), (float(len(y_test[y_test[:] == 0]))/len(y_test) * 100.0)))

model = Sequential()

model.add(Dense(500, input_dim=8, init="uniform’, activation="sigmoid")) # 1000
neurons

model.add(Dense(128, init="uniform’, activation="tanh"))

model.add(Dense(8, init="uniform’, activation="relu’)) # 1 output neuron
model.add(Dense(1, init="uniform’, activation="sigmoid")) # 1 output neuron
model.compile(loss="binary_crossentropy', optimizer="adam’, metrics=['accuracy'])
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model.fit(X_train, y_train, nb_epoch=1500, batch_size=3000, verbose=2) # 150 epoch,

10 batch size, verbose = 2

predictions = model.predict(X_test)

rounded = [np.round(X_test) for X_test in predictions]
print("Accuracy:{0:4f}".format(metrics.accuracy_score(y_test, rounded)))
from sklearn.metrics import confusion_matrix,classification_report
predictions = model.predict_classes(X_test)
print(confusion_matrix(y_test, predictions))
print(classification_report(y_test, predictions)

Tablo 4.8. Tam Bagli Yapay Sinir Aglar1t Modellemesinin Karmagiklik Matrisi

Tahmin Edilen Negatif Tahmin Edilen Pozitif

Gercek Negatif DN=21 YP=7

Gergek Pozitif YN=0 DP=11




Tablo 4.9. Tam Bagli Yapay Sinir Aglar1 Modellemesinin Siniflandirma Raporu
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Accuracy: 0.820513
precision recall f1-score support
0 1.00 0.75 0.86 28
1 0.61 1.00 0.76 11
avg / total 0.89 0.82 0.83 39

4.4. Naive — Bayes ile Simiflandirma

Kodlar:

import numpy as np

import matplotlib.pyplot as plt
import pandas as pd

dataset = pd.read_csv('C:\\Users\\pc\\.spyder-py3\\pima-indians-diabetes.csv')

X = dataset.iloc[:,0:8].values
y = dataset.iloc[:, 8].values
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from sklearn.cross_validation import train_test_split
X_train, X_test, y_train, y_test = train_test_split(X, y, test_size = 0.25, random_state = 0)
from sklearn.preprocessing import StandardScaler
sc_X = StandardScaler()

X_train = sc_X.fit_transform(X_train)

X_test = sc_X.transform(X_test)

from sklearn.naive_bayes import GaussianNB
classifier = GaussianNB()

classifier.fit(X_train, y_train)

y_pred = classifier.predict(X_test)

from sklearn.metrics import confusion_matrix

cm = confusion_matrix(y_test, y_pred)

print (cm)

print (classification_report(y_test,y_pred))

Tablo 4.10. Naive- Bayes Siniflandirma Algoritmasinin Karmasiklik Matrisi

Tahmin Edilen Negatif Tahmin Edilen Pozitif

Gercek Negatif DN=114 YP=16

Gergek Pozitif YN=29 DP=33

Tablo 4.11. Naive- Bayes Siniflandirma Algoritmasinin Siniflandirma Raporu

Accuracy: 0,77
precision recall f1-score support
0 0.80 0.88 0.84 130
1 0.67 0.53 0.59 62
avg / total 0.76 0.77 0.76 192

4.5.K En Yakin Komsu Modeli (K-Neighbors)

Kodlar;

import numpy as np
import matplotlib.pyplot as plt
import pandas as pd

dataset = pd.read_csv('C:\\Users\\pc\\.spyder-py3\\pima-indians-diabetes.csv')

X = dataset.iloc[:,0:8].values
y = dataset.iloc[:, 8].values
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from sklearn.cross_validation import train_test_split
X_train, X_test, y_train, y_test = train_test_split(X, y, test_size = 0.25, random_state = 0)

from sklearn.preprocessing import StandardScaler
sc_X = StandardScaler()

X_train = sc_X.fit_transform(X_train)

X_test = sc_X.transform(X_test)

from sklearn.neighbors import KNeighborsClassifier

classifier = KNeighborsClassifier(n_neighbors=5, metric='minkowski', p = 2)
classifier.fit(X_train, y_train)

y_pred = classifier.predict(X_test)

from sklearn.metrics import confusion_matrix

cm = confusion_matrix(y_test, y_pred)

print (cm)

print (classification_report(y_test,y_pred))

Tablo 4.11. K En Yakin Komsular Siniflandirma Algoritmasinin Karmasiklik Matrisi

Tahmin Edilen Negatif Tahmin Edilen Pozitif

Gercek Negatif DN=114 YP=16

Gergek Pozitif YN=22 DP=40

Tablo 4.12. K En Yakin Komgular Siniflandirma Algoritmasinin Siiflandirma Raporu

Accuracy: %80,20
precision recall f1-score support
0 0.84 0.88 0.86 130
1 0.71 0.65 0.68 62
avg / total 0.80 0.80 0.80 192
4.6.Lojistik Regression
Kodlar

import numpy as np
import matplotlib.pyplot as plt
import pandas as pd

dataset = pd.read_csv('C:\\Users\\pc\\.spyder-py3\\pima-indians-diabetes.csv')

X = dataset.iloc[:,0:8].values
y = dataset.iloc[:, 8].values
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from sklearn.cross_validation import train_test_split
X_train, X_test, y_train, y_test = train_test_split(X, y, test_size = 0.25, random_state = 0)

from sklearn.preprocessing import StandardScaler
sc_X = StandardScaler()

X_train = sc_X.fit_transform(X_train)

X_test = sc_X.transform(X_test)

from sklearn.linear_model import LogisticRegression
model=LogisticRegression()
model.fit(X_train, y_train)

y_pred = model.predict(X_test)

from sklearn.metrics import confusion_matrix
cm = confusion_matrix(y_test, y_pred)

print (cm)

print (classification_report(y_test,y_pred))

Tablo 4.13. Lojistik Regresyon Siniflandirma Algoritmasinin Karmasiklik Matrisi

Tahmin Edilen Negatif Tahmin Edilen Pozitif
Gercek Negatif DN=118 YP=12
Gergek Pozitif YN=26 DP=36

Tablo 4.14. Lojistik Regresyon Siniflandirma Algoritmasinin Siniflandirma Raporu

Accuracy: %80,20
precision recall f1-score support
0 0.82 0.91 0.86 130
1 0.75 0.58 0.65 62
avg / total 0.80 0.80 0.79 192

4.7.Karar Agaci ( Decision Tree ) ile Simiflandirma
Kodlar

import numpy as np
import matplotlib.pyplot as plt
import pandas as pd

dataset = pd.read_csv('C:\\Users\\pc\\.spyder-py3\\pima-indians-diabetes.csv')

X = dataset.iloc[:,0:8].values
y = dataset.iloc[:, 8].values




from sklearn.cross_validation import train_test_split
X_train, X_test, y_train, y_test = train_test_split(X, y, test_size = 0.25, random_state = 0)

from sklearn.preprocessing import StandardScaler
sc_X = StandardScaler()
X_train = sc_X.fit_transform(X_train)

X_test = sc_X.transform(X_test)

from sklearn.tree import DecisionTreeClassifier
classifier = DecisionTreeClassifier(random_state=0)
classifier.fit(X_train, y_train)
y_pred = classifier.predict(X_test)

from sklearn.metrics import confusion_matrix
cm = confusion_matrix(y_test, y_pred)

print (cm)

print (classification_report(y_test,y_pred))

Tablo 4.15. Karar Agaci Smiflandirma Algoritmasimin Karmagiklik Matrisi
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Tahmin Edilen Negatif

Tahmin Edilen Pozitif

Gercek Negatif

DN=102

YP=28

Gergek Pozitif

YN=26

DP=36

Tablo 4.16. Karar Agaci1 Siniflandirma Algoritmasinin Siniflandirma Raporu

Accuracy: %72
precision recall f1-score support
0 0,80 0,78 0,79 130
1 0,56 0,58 0,57 62
avg / total 0,72 0,72 0,72 192

4.8.Rastgele Orman (Random Forest) Algoritmasi ile Sitmiflandirma

Kodlar;

import numpy as np

import matplotlib.pyplot as plt

import pandas as pd

dataset = pd.read_csv('C:\\Users\\pc\\.spyder-py3\\pima-indians-diabetes.csv')

X = dataset.iloc[:,0:8]

.values

y = dataset.iloc[:, 8].values



from sklearn.cross_validation import train_test_split
X_train, X_test, y_train, y_test = train_test_split(X, y, test_size = 0.25, random_state = 0)

from sklearn.preprocessing import StandardScaler
sc_X = StandardScaler()
X_train = sc_X.fit_transform(X_train)

X_test = sc_X.transform(X_test)

from sklearn.tree import DecisionTreeClassifier
classifier = DecisionTreeClassifier(random_state=0)
classifier.fit(X_train, y_train)

y_pred = classifier.predict(X_test)
from sklearn.metrics import confusion_matrix
cm = confusion_matrix(y_test, y_pred)

print (cm)

Tablo 4.17. Rastgele Orman Siniflandirma Algoritmasinin Karmasiklik Matrisi

58

Tahmin Edilen Negatif

Tahmin Edilen Pozitif

Gercek Negatif

DN=110

YP=20

Gergek Pozitif

YN=33

DP=29

Tablo 4.18. Rastgele Orman Siniflandirma Algoritmasinin Siniflandirma Raporu

Accuracy: %72
precision recall f1-score support
0 0,77 0,85 0,81 130
1 0,59 0,47 0,52 62
avg / total 0,71 0,72 0,71 192

4.9. Destek Vektor Makinasi (Support Vector Machine — SVM)

Kodlar;

import numpy as np

import matplotlib.pyplot as plt

import pandas as pd

dataset = pd.read_csv('C:\\Users\\pc\\.spyder-py3\\pima-indians-diabetes.csv')

X = dataset.iloc[:,0:8]

.values

y = dataset.iloc[:, 8].values
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from sklearn.cross_validation import train_test_split
X_train, X_test, y_train, y_test = train_test_split(X, y, test_size = 0.25, random_state = 0)

from sklearn.preprocessing import StandardScaler
sc_X = StandardScaler()

X_train = sc_X.fit_transform(X_train)

X_test = sc_X.transform(X_test)

from sklearn.svm import SVC
classifier = SVC(kernel='linear', random_state = 0)
classifier.fit(X_train, y_train)

y_pred = classifier.predict(X_test)

from sklearn.metrics import confusion_matrix
cm = confusion_matrix(y_test, y_pred)

print (cm)

Tablo 4.19. SVM Siniflandirma Algoritmasinin Karmagiklik Matrisi

Tahmin Edilen Negatif Tahmin Edilen Pozitif

Gergek Negatif DN=117 YP=13

Gercek Pozitif YN=25 DP=37

Tablo 4.20. SVM Smiflandirma Algoritmasinin Siniflandirma Raporu

Accuracy: %80.20
precision recall f1-score support
0 0.82 0.90 0.86 130
1 0.74 0.60 0.66 62
avg / total 0.80 0.80 0.80 192
BESINCi BOLUM

5. SONUCLAR VE DEGERLENDIRME
Saglik alanindaki bilimsel ¢alismalarda, saglik hizmetlerinin tasarlanmasinda,
uygulamasinda, saglik politikalarinin belirlenmesinde ve sonuclarin degerlendirilmesinde
Biyoistatistik ve Tip Bilisimi 6nemli bir yer tutmaktadir. Arastirmacilar, karar vericiler,

biyoistatistigin sagladig1 analiz ve ¢ikarim araclarindan faydalanmaktadirlar.
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Bu tez ¢alismasinin amaci Biyoistatistik ve Tip bilisimi alaninda, derin 6grenme
algoritmalarinin, yeterli ve uygun veri oldugunda, smiflandirma, regresyon, tahmin gibi
caligma alanlarinda verimli bir sekilde kullanilabilirligini gdstermektir. Bu amagla tez
caligmas1 kapsaminda smiflandirma alaninda derin yapay sinir aglari hakkinda bilgi
verilmis, kodlarla uygulamasi gosterilmis ve tasarlanan derin yapay sinir aginin
siniflandirma konusunda klasik yontemlerden tstiinliigli gosterilmistir. Derin yapay sinir
aglarinda egitim verisinin miktar1 ne kadar fazlalasirsa, ag o kadar dogru karar verecektir.

Bu tez ¢alismasinda veri seti olarak UCI Machine Learning Repository’de licretsiz ve
kullanima agik veri setlerinden “Pima Indians Diabets™ veri seti kullanilmistir. Bu veri seti
National Institute of Diabetes and Digestive and Kidney Diseases tarafindan 1990’da
olusturulmustur. Veri seti Bioistatistik ve Tip Bilisimi Anabilim Dali ¢alismalarinda
kullanilabilir bir veri setidir. Bu veri setinde derin yapay sinir aglarinin performanst
degerlendirilmistir. Gelistirilen derin yapay sinir agr modeli %89 duyarlilik, %382
hassasiyet ile naive bayes (%76 hassasiyet,%77 duyarlilik), K-neighbors (%80
hassasiyet,%80 duyarlilik), Lojistik Regresyon(%80 hassasiyet,%80 duyarlilik),Karar
Agaclar1(%72 hassasiyet,%72 duyarlilik), random forest (%71 hassasiyet,%72 duyarhlik),
SVM (%80 hassasiyet,%80 duyarlilik) siniflandirma algoritmalarini geride birakmuistir.
Derin 6grenme aglart i¢in kiigiik sayilabilecek bu veri setinde bile basarimin klasik
yontemlere gore yiikksek olmasi derin G6grenme algoritmalarmin  istlinligini
gostermektedir. Derin 6grenme algoritmalar1 egitim siiresi klasik algoritmalara gore daha
yiiksektir. Derin 6grenme performansi birgok parametreye baglidir. Bu parametreler
probleme 0zgii olup genellikle deneme yanilma yolu ile belirlenmektedir. Bu
parametrelerden bazilar1 gizli katman sayisi, optimizasyon, hata fonksiyonu, aktivasyon
fonksiyonudur. Bu fonksiyonlarin se¢imi ag basarimini degistirmektedir.

Calismada veri setinin gergek verilerden olusmasindan dolayr siniflandirma
basarilarinin yeteri kadar yiliksek oldugu sdylenebilir. Yapilan korelasyon analizinde
“Glukoz” degerinin diyabet i¢in en 6nemli kriter oldugu goriilmiustiir.

ROC (Alict islem karakteristikleri, Receiver Operating Characteristic) tibbi karar
verme asamasinda, testin ayirt ediciligini tespit etmek amaciyla kullanilir. ROC egrisi
siiflandirict model se¢ciminde kullanilan bir egridir. Egrinin x eksenini, yanlis pozitif oran
(False Positive Rate - FPR ) olusturur. FPR, ger¢ekte yok olan fakat var diye tahmin

denilen hastalarin gercekte hasta olmayanlara oranidir. Esitlik de formiilii verilmistir.
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Egrinin y eksenini ise duyarlilik vardir. Bir diger ifade ile dogru pozitif orani (True
Positive Rate — TPR) olusturur. TPR ise dogru tahmin edilen varlarin gergek varlara
oranidir. Esitlik de formiilii verilmistir. Bu iki degerin olusturdugu egrinin altinda kalan

alan (Area Under Curve — AUC) ne kadar biiyiik ise 6nerilen yontem o kadar bagarilidir.

FP

FPR = Esitlik
TNV+FP
45,
7PR =22 Esitlik
TP+FN
4.6.

Sekil 4.4.°de goriildiigii lizere Derin Yapay Sinir Aglar1 0.88, Naive Bayes 0.76,
Lojistik Regresyon 0.68, Karar Agac1 0.68, Rasgele Orman 0.66, SVM 0.68 egri altinda
kalan alan (AUC) degeri vermislerdir. Bu degerler tez ¢alismasinda derin yapay sinir aglari
ile gerceklestirilen modelin basarimini ortaya koymaktadir. Test veri setine gore
modellerin dogruluk (accuracy), hassasiyet (precission), duyarlilik (sensitivity), F1 skor
degerleri grafikler halinde sekil 4.5., Sekil 4.6, Sekil 4.7 ve Sekil 4.8 de verilmistir. Bu
degerlendirme parametreleri de derin yapay sinir aglarinin diger yontemlerden basarili

oldugunu gostermistir.

Receiver operating characteristic ROC Egrisi
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False Positive Rate

a- Derin yapay sinir aglart ROC egrisi b- Naive Bayes ROC egrisi
ROC Egrisi Receiver operating characteristic
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c- Lojistik Regresyon ROC Egrisi d- Karar Agacit ROC egrisi
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e- Rasgele Orman ROC egrisi

f- SVM ROC egrisi

Sekil 4.4. ROC egrileri
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Derin Yapay Maive Bayes K EnYakin Lojistik  Karar Agaci  Rastgele
Sinir Aglan Komsular Regresyon Orman

Sekil 4.5. Dogruluk 6l¢egine gore yontemlerin karsilastiriimasi

Derin Yapay Naive Bayes K En Yakin Lojistik ~ Karar Agaci  Rastgele
Sinir Aglan Komsular Regresyon Orman

Sekil 4.6. Hassasiyet ol¢cegine gore yontemlerin karsilastiriimasi
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0.84

0.82

0.8

0.78

0.76

0.74

0.72

0.7

0.68

0.66

0.24
0.82
0.8

0.78
0.76
0.74
0.72
0.7

0.68
0.66
0.64
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0.82
0.8 0.8 0.8
0.77
I“l 0.72 0.72
Derin Yapay Naive Bayes K EnYakin  Lojistik Karar Afaci Rastgele SVM
Sinir Aglan Komsular Regresyon Orman

Sekil 4.7. Duyarhlik él¢egine gore yontemlerin karsilastirilmasi

0.83
0.8 0.8
0.79
0.76
D.72
0.71

Derin Yapay Naive Bayes K EnYakin  Lojistik Karar Afaci Rastgele SVM
Sinir Aglan Komsular Regresyon Orman

Sekil 4.8. F1 skor ol¢egine gore yontemlerin karsilastiriimasi
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